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Özet

Bu çalışmada, finansta uygulamaları gittikçe yaygınlaşan yapay zekâ tekniklerinden biri 
olan yapay öğrenme algoritmalarıyla Borsa İstanbul 100 endeks fiyatlarının yükseliş-düşüş 
yönü için, geçmiş verilerden hareketle bir yapay öğrenme modeli uygulanmıştır. Uygula-
nan yapay öğrenme modelinin literatürdeki diğer çalışmalarla karşılaştırıldığında açıklayı-
cı değişkenlerin türetilmesi, algoritma seçimi aşamasındaki algoritma çeşitliliği ve seçilen 
modelin tahmin performansı açısından başarılı tahminler ürettiği gözlemlenmiştir. 
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Abstract

In this study, using machine learning algorithms, one of the artificial intelligence techniqu-
es that are becoming more and more widespread in finance, a machine learning model 
has been applied based on historical data for the rise and fall of Borsa İstanbul 100 index 
prices. When the applied machine learning model is compared with other studies in the 
literature, it has been observed that it has produced successful predictions in terms of deri-
vation of explanatory variables, algorithm diversity at the algorithm selection stage and the 
prediction performance of the selected model.
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1. Giriş

Yapay öğrenme yöntemleri, özellikle son on yılda, teknolojik altyapının gelişmesi ve 
yaygınlaşmasıyla, iktisadi öngörü modellerinde de sıkça kullanılan yöntemler haline gel-
miştir. Büyük veriden sonuçlar çıkarmada, örüntüler keşfetmede ve öngörüler oluşturma-
da yapay öğrenme yöntemleri, iktisatta bilhassa da finansta yaygınlaşmaktadır. 

Finansal verilerin işlenmesi ve finansal verilerdeki örüntülerin tanınması ve bunların 
açığa çıkarılması, işlem hacmi ve araçları gittikçe artan borsalarda, iktisadi ajanlar için 
oldukça önemlidir. Finansal piyasalarda yatırımcılar hızlı ve doğru ya da doğruya yakın 
tahminler yapmak istemektedirler. Yapay öğrenme algoritmalarının ve yapay zeka uygu-
lamalarının finansal piyasalardaki kullanımının artışı piyasa ajanlarına hem gelecek için 
daha iyi tahminler üretme hem de sahip oldukları portföyü optimal bir biçimde ayarlama 
olanağı yaratmıştır. Bunun yanında finansal alandaki yapay öğrenme algoritmaları veriler-
den yatırımcılar için kullanışlı sinyaller türetmeyi, etkin varlık tahsisini, piyasa stratejileri-
ni test edilip geliştirilmesini de olumlu yönde etkilemektedir (Jansen, 2020: 2). Piyasalarda 
yapay zekâ ile güçlendirilmiş bilgisayar işlemcileri arttıkça, piyasaların etkinliği artma eği-
limi göstermektedir (Marwala, 2015).

Bu çalışmada BİST 100 endeks fiyatları yükseliş-düşüş tahmini için bir yapay öğren-
me algoritması çalışılmıştır. Farklı algoritmalardan, belirlenen model seçim kriterlerine 
göre en iyi model seçilmiştir. Seçilen en iyi model ile de, eğitim ve değerlendirme veri seti 
dışındaki bir dönem için 100 günlük veri eti için yükseliş ve düşüş tahminleri gerçekleşti-
rilmiştir.  

Çalışmada ilk olarak yapay öğrenme kavramının tanımı yapılmış, farklı yapay öğrenme 
yaklaşımlarına değinilmiştir. İkinci olarak, modelleme sürecine değinilmiş ve seçilen en iyi 
modelin sonuçları yorumlanmıştır.
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2. Yapay Öğrenme

Yapay öğrenme kavramı için literatürde birbirine yakın sayılabilecek tanımlar yapıl-
mıştır. Samuel (1959), yapay öğrenme kavramını bilgisayarların açıkça programlanmadan 
öğrenmelerini sağlayan çalışma alanı olarak tanımlamıştır.  Raschka ve Mirjalili (2017)’e 
göre yapay öğrenme, veriyi anlamlandıran algoritmaların bir uygulaması ve bilimidir. Ya-
pay öğrenme, bir anlamda disiplinler arası bir alandır. Yapay öğrenme, istatistik teorisini 
matematiksel modeller oluştururken kullanmaktadır. Örneklemden çıkarım yapmaktadır. 
Yapay öğrenmede bilgisayar biliminin de önemli bir rolü vardır ve bu iki yönlüdür: İlki, 
eldeki büyük veriyi öğrenmek, saklamak ve işlemek için optimizasyon problem çözen al-
goritmalara ihtiyaç vardır. İkincisi, uygun model öğrenildiğinde, modelden çıkarım yapıl-
ması ve modelin sunulması gereklidir. Algoritmaların hızı ve karmaşıklığı da önemlidir.

Yapay öğrenme genel olarak gözetimli öğrenme, gözetimsiz öğrenme, yarı-gözetim-
li öğrenme, derin öğrenme ve pekiştirmeli öğrenme olarak sınıflandırılabilir (Alpaydın 
(2014:5-11); Hastie vd. (2008)). Gözetimli öğrenme (supervised learning) genel olarak, 
girdileri kategorik etiketlere (label) eşleme problemlerinde sınıflandırma veya girdileri sü-
rekli değişkenlere eşleme problemlerinde regresyon biçimindedir. Hem regresyon hem de 
sınıflandırmada amaç, girdi verilerinde doğru çıktı verilerini etkin bir şekilde üretmemize 
olanak sağlayan spesifik ilişkiler veya yapıyı bulmaktır (Bishop, 2006:3). Gözetimli öğren-
me ile karşılaştırıldığında, gözetimsiz öğrenme (unsupervised learning) yalnızca çıktı-
ları veya etiketleri olmayan girdi verileri üzerinde çalışmaktadır. Bu nedenle, gözetimsiz 
öğrenmede, gözetimli öğrenme durumunda olduğu gibi modeli düzelten bir öğretmeni 
yoktur (Goodfellow vd, 2016:105). Yarı-gözetimli öğrenmede (semi-supervised learning) 
girdi verilerinin az bir kısmı etiketli çıktı verilerine sahipken, geri kalan kısmı etiketlenme-
miştir. Yarı-gözetimli öğrenmede amaç, sadece gözetimli öğrenmedeki gibi etiketli veriler-
den örüntüleri keşfetmek değil, tüm veriden örüntüleri keşfetmektir (Russell ve Norvig, 
2016:695). Etiketlenmemiş verilerin etkili bir şekilde kullanılması, kümeleme ve yoğunluk 
tahmini gibi gözetimsiz öğrenme yöntemlerinin kullanılmasını gerektirebilir. Kategoriler 
veya örüntüler keşfedildikten sonra, gözetimsiz öğrenmeden elde edilen etiketler, sonra-
ki gözetimli öğrenme modelleri için etiketlenmemiş veriyi etiketlemek için kullanılabilir. 
Derin öğrenme (deep learning), yapay öğrenmede, farklı soyutlama düzeylerine karşılık 
gelen, birden fazla seviyede öğrenmeye çalışan bir dizi algoritmadır. Derin öğrenmede ge-
nellikle yapay sinir ağları kullanılır. Bu öğrenilmiş istatistiksel modeller, daha yüksek sevi-
yeli kavramların daha düşük seviyedeki kavramlardan tanımlandığı ve aynı alt seviyedeki 
kavramların birçok daha yüksek seviyeli kavramın tanımlanmasına yardımcı olabileceği 
farklı kavram seviyelerine karşılık gelir. Pekiştirmeli öğrenme (reinforcement learning), 
sayısal bir ödül sinyalini en üst düzeye çıkarmak için ne yapılması gerektiğini (durumla-
rın eylemlerle nasıl eşleştirileceğini) öğrenmektir (Sutton ve Barto, 2018:1). Pekiştirmeli 
öğrenmede öğrenen (learner) algoritmaya hangi eylemleri gerçekleştireceği söylenmez, 
bunun yerine öğrenen algoritma hangi eylemlerin daha fazla ödül getireceğini, onları de-
neyerek keşfetmesi gerekir. 
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Bu öğrenme yaklaşımlarının yanında son yıllarda farklı yaklaşımlar da geliştirilmiştir. 
Transfer öğrenme ve meta öğrenme bunlardan ikisidir. Transfer öğrenimi, bir modelin ilk 
olarak bir görev üzerinde eğitildiği, daha sonra modelin bir kısmı veya tamamı ilgili bir 
görevin başlangıç noktası olarak kullanılan bir öğrenme türüdür. Transfer öğrenmede, al-
goritma iki veya daha fazla farklı görev gerçekleştirmektedir; P1 görevindeki varyasyonları 
açıklayan birçok faktörün P2 görevinin öğrenilmesi için yakalanması gereken varyasyon-
larla ilişkili olduğunu varsayılır (Goodfellow vd., 2016:36). Mevcut öğrenme algoritmaları 
yalnızca bir görevi yerine getirmektedir. Meta öğrenmenin geldiği yer burasıdır. Meta öğ-
renme, çeşitli görevleri sıfırdan eğitmek zorunda kalmadan gerçekleştirmeyi öğrenebilen 
çok yönlü bir yapay öğrenme modeli oluşturur. Meta öğrenme modeli az sayıda veri nok-
tasına sahip çeşitli ilgili görevler üzerine eğitilir, bu nedenle yeni bir ilgili görev için önce-
ki görevlerden elde edilen öğrenme kullanılabilir ve bunları en baştan eğitilmek zorunda 
kalınmaz.

3. İlgili Literatür

BİST 100 fiyatlarının tahminleriyle ilgili literatürde bir grup çalışma klasik zaman serisi 
yöntemleriyle volatilite tahmine odaklanmıştır. Bunlar arasında Altuntaş ve Çolak (2015) 
yaptıkları çalışmada, BİST 100 endeksindeki düzensiz fiyat hareketlerini klasik zaman seri-
si yöntemleriyle modellemişlerdir. Çalışmada fiyat hareketlerinde 1994-2001 dönemi için 
stabil, 2001-2009 dönemi için hem simetrik hem de asimetrik fiyat hareketlerinin varlığı 
bulgusunu elde etmişlerdir.  Günay (2014), yaptığı çalışmada, BİST-100 endeksinin vo-
latilisindeki uzun dönemli bellek yapısına odaklanmıştır. Bunun için klasik zaman serisi 
yöntemlerinden FIGARCH’dan yararlanmıştır. Çalışmada 1990-2013 dönemi için uzun 
dönem belleğin varlığı bulgusunu elde etmiştir. Kuzu (2018), BİST 100 endeksi getiri vola-
tilitesi için TGARCH modelinin daha uygun model olduğu sonucuna ulaşmıştır.

Son yıllarda yapay öğrenme algoritmalarının finansta tahminsel modellerde sıklıkla 
kullanılmasıyla literatürde borsa ve hisse senedi fiyat tahminleriyle ilgili çalışmalar da art-
maya başlamıştır. Burada da iki yaklaşım söz konusudur. 

Birincisi, fiyat veya fiyatların değişiminin kendisine odaklanan sürekli değişkenin tah-
minidir. Bu kapsamda gerçekleştirilmiş çalışmalardan Dağlıoğlu ve Kıral (2018), BİST 100 
fiyatlarının değişim oranlarını saklı Markov modellerinin (hidden markov model) ile-
ri-geri algoritmasıyla tahmin etmişlerdir. Çalışmada değişim oranlarında etkili olan, içsel 
faktörler olarak nitelendirdikleri döviz kuru, faiz oranı ve para arzı bağlamında alt du-
rumların gerçekleşme olasılıkları tahmin edilmiştir. Bu kapsamdaki bir diğer çalışmada, 
Sarıkaya (2019), BİST 100 fiyat tahmini için yapay sinir ağları ve regresyon modelleriyle 
çalışmıştır. Çalışmada hata kareler ortalaması ölçütüne göre yapay sinir ağlarının, kübik 
regresyon modelinden daha iyi tahmin sonucu ürettiği bulgusunu elde etmiştir. Akşehir 
ve Kılıç (2019), 2016-2019 dönemi için banka hisse senetlerinin fiyat tahminlerini regres-
yon temelli yapay öğrenme yöntemleriyle tahmin çalışması gerçekleştirmişlerdir. Teknik 
göstergelerin bulunduğu veri setinden tam ve değişken sayısının azaltıldığı indirgenmiş 
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modelin R2 ölçütüne göre karşılaştırıldığı çalışmada indirgenmiş model ile elde edilen tah-
minlerin daha iyi olduğu bulgusuna ulaşmışlardır. 

Tahminsel yaklaşımlardan ikincisi ise artış veya azalış gibi fiyat yönü tahminine odak-
lanan sınıflandırma temelli yaklaşımlardır. Çalışkan ve Deniz (2015), BİST 30 endeksinde 
işlem gören hisse senetleri fiyatlarının fiyat yönlerinin tahmini için yapay sinir ağlarıyla 
tahminsel model çalışmışlardır. Yaptıkları çalışmada fiyat yönü tahmininde ortalama 0.58 
doğruluk skoru(accuracy) elde etmişlerdir. Özçalıcı (2016), BİST 30 endeks fiyatları için 1 
gün sonraki, 2 gün sonraki ve 20 gün sonraki fiyat tahminini yapay sinir ağlarıyla model-
lemiştir. 20 gün sonraki fiyat tahminini 0.72’ye varan doğruluk skoru ile tahmin etmiştir. 
Filiz, Karaboğa ve Akoğul (2017), BİST 50 endeksinin değişim değerleri için bir sınıflan-
dırma modeli üzerinde çalışmışlardır. Çalışmada k en yakın komşu algoritması (k-nea-
rest neighbour), Naive Bayes sınıflandırıcısı, C4.5 sınıflandırma algoritması ve yapay sinir 
ağları algoritması kullanmışlar, sınıflandırma başarısı olarak 0.9271 doğruluk skoru elde 
etmişlerdir. Kara (2019), BİST 100 endeksine ait 1995-2019 dönemi için, on adet teknik 
göstergenin bağımsız değişkenler arasında yer aldığı veri kümesi üzerinde yapay öğrenme 
yöntemleri ile yön tahmini çalışmıştır. Çalışmada yedi farklı yapay öğrenme algoritmasın-
dan yapay sinir ağları ile 0.8383 doğruluk skoru elde edilmiştir. 

4. Yükseliş-Düşüş Tahmin Modeli

Çalışmada 01-04-2000 ile 12-02-2020 dönemi için, Borsa İstanbul (BİST) 100 endeks 
fiyatlarına ait günlük olarak gözlemlenmiş açılış, yüksek, düşük, kapanış ve hacim değiş-
kenlerinden oluşan veri seti kullanılmıştır. Yükseliş-düşüş yönü değişkenini elde edebil-
mek için yükseliş yönünün 1, düşüş yönünün ise 0 ile kodlandığı hedef değişken oluştu-
rulmuştur. 

Çalışmada BİST 100 endeks fiyatlarının yükseliş-düşüş yönüne dair bir yapay öğrenme 
sınıflandırma modeli kurulmuş ve kurulan modelin performansı çeşitli metriklerle ince-
lenmiştir. 

4.1. Veri Seti Hazırlığı
Hedef değişken olan fiyat yönünün tahmininden önce veri setinde mevcut değişkenler-

den yeni değişkenler türetilmiştir.
İlk olarak türetilen değişken grubu tarih bazlı değişkenlerdir. Tarih değişkenleri olarak 

‘Haftanın Günü’, ‘Hafta’, ‘Ay’, ‘Çeyrek’, ‘Ayın Başı Mı’, ‘Ayın Sonu Mu’, ‘Çeyreğin Başı Mı’, 
‘Çeyreğin Sonu Mu’, ‘Yılın Sonu Mu’ değişkenleri türetilmiştir. Böylece borsa yönünün tah-
mininde zaman olgusu da modele dâhil edilmiştir.

Zaman bazlı değişkenlerin dışında teknik göstergeler mevcut veri setinden türetilmiş-
tir. Teknik göstergeler, bir finansal enstrümanın geçmiş ve cari fiyatlarına ve hacimlerine 
dayalı verileri analiz eder ve istatistiksel bilgiler vermektedir. Bu, bir finansal enstrümanın 
gelecekteki fiyatlarının nereye gideceğini (yukarı veya aşağı) tahmin etmeye yardımcı ol-
maktadır. Teknik göstergeler öncü veya artçı göstergeler olabilmektedir. Öncü göstergeler, 
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trend başlamak üzere olduğunda veya bir tersine dönüş gerçekleşmek üzereyken alım-sa-
tım sinyalleri verir. Başka bir deyişle, trendi yönlendirir. Dolayısıyla, bu göstergeler yakla-
şan trendi tahmin etmede yardımcı olur. Artçı göstergeler, bir trend başladıktan sonra veya 
bir tersine dönüş gerçekleştikten sonra alım-satım sinyalleri verir. Dolayısıyla, bu gösterge-
ler mevcut trendi bulmada yardımcı olur.

Çalışmada dört farklı teknik gösterge grubu türetilmiştir.  İlk teknik gösterge grubu 
trend göstergeleridir. Bu göstergeler, eğer varsa piyasadaki trendi gösterir. Bu göstergele-
re, salınımlı bir dalga gibi, zamanla yüksek ve düşük değerler arasında salınım yaptıkları 
için osilatör(salıngaç) de denilmektedir. Bu tür göstergeler genellikle artçı, ancak bazen 
öncü de olabilir. İkinci teknik gösterge grubu ise momentum göstergeleridir. Bu göster-
geler bize mevcut trendin ne kadar güçlü olduğunu ve ayrıca mevcut trendde bir tersine 
dönme olasılığının olup olmadığını gösterir. Bu göstergeler genellikle öncü göstergelerdir. 
Üçüncü teknik gösterge grubu volatilite göstergeleridir. Bu göstergeler, yönden bağımsız 
olarak (yani, düşüş veya yükseliş) fiyat hareketinin değişim oranını ölçer. Bu göstergeler, 
fiyatların ne kadar hızlı veya yavaş değiştiğini anlamaya yardımcı olmaktadır. Bu gösterge-
ler genellikle gecikmeli ve artçı göstergelerdir. Son teknik gösterge grubu ise hacim göster-
geleridir. Bu göstergeler de, zamanla trendin ne kadar hızlı veya yavaş değiştiğini gösteren 
göstergelerdir. Hacim ne kadar yüksek olursa mevcut trend o kadar güçlü olur, bu nedenle 
bu göstergeler mevcut trendin gücünü bulmaya yardımcı olur. Bu göstergeler hem öncü 
hem de artçı olabilir.

4.2. Model Seçimi
Wolpert(1996) hedef değişken hakkında herhangi bir varsayımda bulunmadan bir eği-

tim veri seti ve bir yapay öğrenme algoritması ile faydalı teorik sonuçlar elde etmenin 
mümkün olup olmadığını incelemektedir. Wolpert’in gösterdiği gibi gürültüsüz bir veri 
seti (rastgele değişimin olmadığı, yalnızca trendin bulunduğu) ve maliyet fonksiyonunun 
hata oranı olduğu bir yapay öğrenme algoritması, tüm yapay öğrenme algoritmaları, bir 
genelleme hata oranıyla (modelin bir doğrulama veri setindeki hata oranı) değerlendiril-
diğinde eşdeğerdir. Bu doğrultuda çalışmada tek bir yapay öğrenme modeli yerine, hedef 
değişken tahmininde en uygun çözümleri verebilecek yapay öğrenme algoritması, on beş 
farklı yapay öğrenme algoritması eğitilerek elde edilmiştir. 

Çalışmada eğitilen algoritmalar doğrusal modeller, kuadratik ayırtaç analiz (quadratic 
discriminant analysis), ridge regresyonu, destek vektör makinesi (support vector mac-
hine), k-yakın komşu sınıflandırıcısı (k-nearest neighbour classifier), naïve bayes, ağaç 
bazlı algoritmalar ve topluluk öğrenme (ensemble learning) algoritmaları yer almıştır. 

Algoritmaların performansının karşılaştırılmasında tüm algoritmaların değerlendiril-
mesi için 10-katlı çapraz geçerlilik (k-fold cross validation) veri kümeleri üzerinde eğitim 
gerçekleştirilmiştir. Bunun yanında nihai aşamada seçilen algoritmanın performansının 
görülmesi için son yüz günlük veri seti, test veri seti olarak ayrılmıştır.

Algoritmaların karşılaştırılmasında ve performansa göre sıralanmasında yapay öğ-
renmede sıkça kullanılan sınıflandırma modeli ölçütleri kullanılmıştır. Algoritmaların 
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performanslarının karşılaştırıldığı Tablo-1’de sınıflandırma ölçütü olarak doğruluk (accu-
racy), eğri altında kalan alan (area under curve), kesinlik (precison), hatırlama (recall), 
kesinlik ve doğruluk ölçütlerinin ağırlıklı harmonik ortalaması olan F skoru, Kappa skoru 
ve Matthew korelasyon katsayısının yanında algoritmaların çalışma süreleri raporlanmıştır. 
Ölçütlere göre en başarılı performansı gösteren algoritma, bir topluluk öğrenme algoritma-
sı olan Light Gradient Boosting Machine (LightGBM) algoritması olarak gözlemlenmiştir. 
LightGBM algoritması ile borsa yönü tahmininde eğitim verisinde 0.8937 doğruluk skoru, 
0.9634 eğri altında kalan alan skoru, 0.9003 hatırlama skoru, 0.8977 duyarlılık skoru, 0.8989 
F1 skoru, 0.7869 Kappa skoru ve 0.7870 Matthew korelasyon skoru elde edilmiştir. 

Tablo 1: Algoritmaların performans karşılaştırması

Model Accuracy AUC Recall Precision F1 Kappa MCC Time
Light Gradient 
Boosting Machine 0.8937 0.9634 0.9003 0.8977 0.8989 0.7869 0.787 0.5315

Extreme Gradient 
Boosting 0.8884 0.9624 0.8912 0.8957 0.8934 0.7763 0.7764 1.1613

CatBoost Classifier 0.8817 0.9583 0.8891 0.8861 0.8874 0.7627 0.7631 10.6067
Linear Discriminant 
Analysis 0.8761 0.9547 0.8849 0.8807 0.8823 0.7515 0.7524 0.1332

Ridge Classifier 0.8755 0 0.8864 0.8787 0.882 0.7503 0.7513 0.0213
Gradient Boosting 
Classifier 0.8663 0.9487 0.8742 0.8718 0.8728 0.7319 0.7322 5.9327

Ada Boost Classifier 0.8621 0.9454 0.8721 0.8665 0.869 0.7234 0.724 1.3535
Random Forest 
Classifier 0.7855 0.868 0.7516 0.8244 0.7858 0.5719 0.5749 0.1239

Decision Tree 
Classifier 0.7782 0.7776 0.7889 0.7894 0.7888 0.5552 0.5557 0.1976

Extra Trees Classifier 0.7723 0.8612 0.7884 0.7802 0.7841 0.5433 0.5436 0.2838
Logistic Regression 0.7421 0.801 0.7804 0.7416 0.7604 0.4815 0.4824 0.0597
Naive Bayes 0.6856 0.7882 0.895 0.647 0.7499 0.3563 0.3932 0.0154
K Neighbors Classifier 0.5787 0.5901 0.5976 0.5991 0.5982 0.1555 0.1555 0.1063
Quadratic 
Discriminant Analysis 0.5265 0.5411 0.2475 0.6249 0.3225 0.0805 0.1034 0.127

SVM - Linear Kernel 0.5248 0 0.3822 0.5329 0.3345 0.066 0.0927 0.1507

4.3.Modelin Geliştirilmesi
Borsa yönünü en iyi şekilde tahmin eden algoritma, diğer algoritmalar arasından elde 

edildikten sonra nihai modeli elde etmek için algoritmanın hiperparametreleri için de 
parametre optimizasyonu gerçekleştirilmiştir. Nihai algoritma ise 0.9093 doğruluk skoru, 
0.9723 eğri altında kalan alan (bkz. Şekil 1a), 0.9081 hatırlama skoru ile 0.9183 duyarlılık 
skoru (bkz. Şekil 1b), 0.9132 F1 skoru, 0.8183 Kappa skoru ve 0.8184 Matthew korelasyon 
katsayısı ile ilk modele göre performans açısından biraz daha iyileşme göstermiştir. 
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Nihai modelin performansının bir diğer göstergesi olarak da Şekil 2a’daki karmaşıklık 
matrisi (confusion matrix) ve Şekil 2b’deki kalibrasyon (calibration) eğrilerine bakılabilir. 
Karmaşıklık matrisi doğru ve yanlış sınıflandırılan gözlem noktalarının sayısını ve doğru-
luk, kesinlik gibi ölçütlerin hesaplanabileceği çıktıyı sunar. Kalibrasyon eğrisi ise, sınıflan-
dırıcı algoritma köşegene yaklaştıkça,  modelin ne kadar geçerli olduğunu göstermektedir.

Şekil 1: Nihai model için eğri alında kalan alan(a) ve duyarlılık-hatırlama(b) çizimleri

Şekil 2: Nihai model için karmaşıklık matrisi (a) ve kalibrasyon eğrisi (b)

(a)

(a)

(b)

(b)
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Model performansının yanında önemli bir çıktı da modelde yer alan değişkenlerin borsa 
yönünü gösteren değişken üzerindeki etkisidir. LightGBM gibi topluluk öğrenmesi algorit-
malarında bunu gösteren bir çıktı değişken önem grafiğidir. Şekil 3’teki değişken önem gra-
fiğinde hedef değişkenin tahmininde önemli olan ilk on değişken gösterilmiştir. Buna göre 
teknik göstergelerden özellikle momentum değişkenlerinin borsa yönünü tahminde çok daha 
baskın oldukları gözlemlenmektedir. Trend değişkenleri de önem açısından öne çıkmaktadır.

4.4.Nihai Modelin Test Verisi Üzerindeki Performansı
Nihai modelin eğitim ve değerlendirme veri setlerindeki performansı algoritmanın seçi-

minde önemli bir ölçüttür. Bununla birlikte bu çalışmada son yüz günlük veri seti, nihai mo-
del eğitilirken, modelin hiç görmediği test verisi olarak ayrılmıştır. 

Nihai modelin test verisi üzerindeki performansı da eğitim ve değerlendirme veri setle-
rindeki yüksek performansa yakın olarak gözlemlenmiştir. Nihai model, test verisinde 0.87 
doğruluk skoru, 0.95 eğri altında kalan alan, 0.87 hatırlama ile 0.89 duyarlılık skoru, 0.86 F1 
skoru göstermiştir (bkz. Şekil 4a ve Şekil 4b).

Şekil 3: Nihai model değişken önem grafiği

Şekil 4: Nihai modelin test verisi tahminleri için karmaşıklık matrisi(a) ve
eğri altında kalan alan(b)

(a) (b)
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5. Sonuç ve Tartışma

Bu çalışmada BİST 100 endeksi fiyat yükseliş ve düşüş yönü tahmini için en iyi tahmin 
performansını gösteren bir yapay öğrenme modeli çalışılmıştır. Çalışmada on beş farklı 
yapay öğrenme algoritması ile borsa yönü tahmin edilmiş, tahmin ölçütleri açısından en 
iyi sonucu veren algoritma için hiperparametre eniyilemesi yapılarak nihai model oluştu-
rulmuştur. 

Literatürdeki çalışmalarla karşılaştırıldığında, nihai modelin tahmin performansının 
yüksek bir düzeyde olduğu söylenebilir. Buna ek olarak, hedef değişken üzerinde baskın 
olan değişkenlerin sunulmuş olması bu çalışmanın ayırt edici bir başka yönünü oluştur-
maktadır. Modelin ve yaklaşımın uygulamada önemli bir faydasının, gerek gerçek zamanlı 
gerekse de gelecek tahminleri ve bu tahminlere dayalı karar alma süreçlerinde öne çıkması 
olarak belirtilebilir. Geçmiş veriden hareketle öğrenen algoritmanın bu anlamda bireysel 
ya da kurumsal karar alıcılar için bir fikir verebileceği ve buna göre anlık ya da yakın gele-
cek yatırım planları yaparak daha etkin süreçler yönetebilecekleri söylenebilir. 

Yapay öğrenme algoritmaları ve yaklaşımların sadece bu çalışmadakilerle sınırlı olma-
makla birlikte, tahmin performansının nihai modelden çok daha iyi olduğu farklı yakla-
şımlar da gelecekteki çalışmalarda yeniden türetilebilir.
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